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Einleitung

»Data Science im Unternehmen« ist fiir verschiedene Lesergruppen geeignet:

m Fihrungskrifte und Projektmanager, die mit Data Scientists zusammenarbeiten,
Data-Science-orientierte Projekte managen oder in solche Projekte investieren

m Entwickler, die Data-Science-Losungen implementieren

m angehende Data Scientists

Dies ist weder ein Buch tiber Algorithmen, noch ist es ein Ersatz fiir ein solches
Buch. Wir vermeiden ganz bewusst einen Ansatz, der sich auf Algorithmen konzen-
triert, denn wir sind der Meinung, dass es nur einiger weniger grundlegender Kon-
zepte oder Prinzipien bedarf, um aus Daten niitzliche Erkenntnisse zu gewinnen.
Diese Konzepte dienen als Grundlage vieler wohlbekannter Data-Mining-Algorith-
men. Sie bilden das Fundament, auf dem die Analyse datenzentrierter, unterneh-
mensrelevanter Probleme, das Erstellen und Bewerten von Data-Science-Lésungen
und die Beurteilung allgemeiner Strategien und Lésungsansitze der Data Science
beruhen. Dementsprechend orientiert sich die Darstellung an diesen allgemeinen
Prinzipien, nicht an bestimmten Algorithmen. Wenn es erforderlich ist, Verfahrens-
vorschriften detailliert zu beschreiben, verwenden wir statt einer Liste ausfithrlicher
algorithmischer Schritte eine Kombination aus Text und Diagrammen, die unserer
Ansicht nach leichter zuginglich ist.

Das Buch setzt keine besonderen mathematischen Kenntnisse voraus. Der Inhalt
ist jedoch naturgemif etwas technisch — Ziel ist es, ein echtes Verstindnis von
Data Science zu vermitteln, nicht nur einen generellen Uberblick zu geben. Wir
haben versucht, die Mathematik auf ein Minimum zu beschrinken und die Dar-
stellung so »konzeptionell« wie moglich zu gestalten.

Den Aussagen von Branchenkollegen zufolge ist das Buch von unschitzbarem
Wert, um eine gute Verstindigung zwischen den Managern eines Unternehmens,
den Mitarbeitern in Technik/Entwicklung und den Data-Science-Teams zu erzie-
len. Allerdings stammt diese Beobachtung nur von einer kleinen Gruppe, daher
sind wir gespannt, als wie allgemeingiiltig sich diese Beurteilung tatsichlich er-
weisen wird (siehe Kapitel 5). Unsere Idealvorstellung sieht so aus, dass jeder Data
Scientist seinen Teamkollegen im geschiftlichen Bereich und in der Entwicklung
dieses Buch gibt und damit gewissermaflen sagt: Wenn wir wirklich erstklassige
Data-Science-Losungen fiir unternehmensrelevante Probleme entwickeln und im-
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Einleitung

plementieren wollen, dann miissen wir zu einem einheitlichen Verstindnis dieses
Themas gelangen.

Die Kollegen haben uns auflerdem mitgeteilt, dass sich das Buch noch in einem
ganz unvorhergesehenen Bereich als niitzlich erwiesen hat: fiir die Vorbereitung
auf Bewerbungsgespriche mit Data Scientists. Die Nachfrage nach Data-Science-
Experten auf dem Arbeitsmarkt ist hoch und nimmt weiter zu. Aus diesem Grund
geben sich immer mehr Stellensuchende als Data Scientists aus. Ein Bewerber fiir
einen solchen Job sollte die Grundlagen der Data Science, die in diesem Buch pri-
sentiert werden, unbedingt beherrschen. (Die Branchenkollegen waren erstaunt,
bei wie vielen Kandidaten das nicht der Fall ist. Halb im Scherz, halb im Ernst
haben wir sogar erwogen, eine Arbeit mit dem Titel »Anmerkungen zu Bewer-
bungsgespriachen mit Data Scientists« zu verdffentlichen.)

Unser konzeptioneller Zugang zu Data Science

Wir stellen in diesem Buch die wichtigsten grundlegenden Konzepte der Data
Science vor. Einige davon dienen als Uberschriften fiir entsprechende Abschnitte,
andere ergeben sich bei der Erdrterung ganz einfach aus dem Zusammenhang
(und sind daher nicht unbedingt als grundlegende Konzepte zu betrachten). Diese
Konzepte umfassen die Beschreibung der eigentlichen Aufgabe, den Einsatz von
Data Science und die Anwendung der Ergebnisse zur Verbesserung von Entschei-
dungsfindungen. Sie untermauern auferdem eine Vielzahl anderer geschiftsana-
lytischer Methoden und Verfahren.

Die Konzepte lassen sich in drei allgemeine Kategorien unterteilen:

1. Konzepte, die zeigen, wie Data Science an die Organisation und die Wettbe-
werbslandschaft angepasst werden kann, inklusive verschiedener Methoden,
Data-Science-Teams aufzubauen, zu strukturieren und zu férdern; wie Data
Science zu Wettbewerbsvorteilen fithren kann und taktische Konzepte zur
praktischen Handhabung von Data-Science-Projekten.

2. Allgemeine Konzepte der Datenanalyse, die dabei helfen, geeignete Daten und
angemessene Erfassungsmethoden zu erkennen. Diese Konzepte umfassen
den Data-Mining-Prozess sowie eine Reihe verschiedener Aufgaben des High-
Level-Data-Minings.

3. Allgemeine Konzepte zur Wissensextraktion aus Daten, die umfangreiche Data-
Science-Verfahren und ihre Algorithmen unterstiitzen.

Eines der fundamentalen Konzepte ist beispielsweise die Erkennung der Ahnlich-
keit zweier Objekte, die durch Daten beschrieben werden. Diese Fihigkeit bildet
die Grundlage fiir verschiedene spezielle Aufgaben. Sie kann etwa direkt dazu
genutzt werden, Kunden zu finden, die einem vorgegebenen Kunden dhnlich sind.
Sie bildet den Kern verschiedener Vorhersage-Algorithmen, die einen Zielwert
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Hinweise fiir Dozenten

abschitzen, wie z.B. der zu erwartende Ressourcenverbrauch eines Kunden oder
die Wahrscheinlichkeit, mit der ein Kunde ein Angebot akzeptiert. Sie bildet
auferdem die Grundlage fir Clustering-Verfahren, bei denen Objekte anhand
gemeinsamer Merkmale gruppiert werden, ohne dabei ein festes Ziel zu ver-
folgen. Ahnlichkeit ist die Grundlage der Informationsgewinnung, bei der fiir
eine Suchanfrage relevante Dokumente oder Webseiten abgerufen werden. Und
schlieRlich liegt sie auch vielen gingigen Empfehlungs-Algorithmen zugrunde. Ein
auf Algorithmen konzentriertes Buch wiirde all diese Aufgaben womdglich in
jeweils eigenen Kapiteln abhandeln, mit unterschiedlichen Bezeichnungen han-
tieren und die tibereinstimmenden Aspekte in den Details von Algorithmen oder
mathematischen Sitzen vergraben. In diesem Buch fokussieren wir uns stattdes-
sen auf die vereinheitlichenden Konzepte und stellen bestimmte Aufgaben und
Algorithmen als deren natiirliche Erscheinungsform vor.

Ein weiteres Beispiel, das bei der Beurteilung der Ntiitzlichkeit eines Musters eine
wichtige Rolle spielt, ist der sogenannte Lif, der in der Data Science immer wieder
auftritt — ein Maf dafiir, wie viel verbreiteter ein Muster ist, als man vielleicht
erwarten wiirde. Er dient dazu, vollig verschiedene Muster in unterschiedlichen
Kontexten zu beurteilen. Algorithmen fiir gezielte Werbung werden ausgewertet,
indem man den Lift berechnet, den man fiir die anvisierte Zielgruppe erhilt. Der
Lift dient zur Beurteilung der Gewichtung von Hinweisen, die fiir oder gegen eine
Schlussfolgerung sprechen. Er gestattet es, zu ermitteln, ob ein gleichzeitiges Auf-
treten (eine Assoziation) von Daten wirklich von Interesse oder einfach nur auf
hiufiges Vorkommen zuriickzufiihren ist.

Wir sind der Ansicht, dass die Erklirung von Data Science anhand dieser grundle-
genden Konzepte nicht nur hilfreich fiir den Leser ist, sondern auch die Kommuni-
kation zwischen geschiftlichen Interessengruppen und Data Scientists vereinfacht.
Sie stellt eine gemeinsame Sprache bereit und erleichtert es beiden Seiten, einan-
der besser zu verstehen. Die gemeinsamen Konzepte fithren zu intensiveren Dis-
kussionen, die wichtige Themen aufdecken, die anderenfalls vielleicht tibersehen
wiirden.

Hinweise fiir Dozenten

Dieses Buch wurde erfolgreich als Lehrbuch fiir ein breites Spektrum von Data
Science-Lehrgingen eingesetzt. Es entstand urspriinglich durch die Entwicklung
von Fosters fachiibergreifenden Data-Science-Kursen an der Stern School der New
York University (NYU) im Herbst 2005.! Der Kurs wurde eigentlich fiir Betriebs-
wirtschaftler und Wirtschaftsinformatiker konzipiert, wurde aber auch von Studen-
ten vieler anderer Ficher besucht. Es ist kaum erwihnenswert, dass dieser Kurs bei

1 Natiirlich ist jeder der beiden Autoren der Meinung, dass er den Grofiteil der Arbeit an diesem
Buch geleistet hat.
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Betriebswirtschaftlern und Wirtschaftsinformatikern gut ankam, da er ja eigentlich
fur sie gedacht war. Wirklich interessant ist, dass auch Studenten, deren Ficher sich
mit Machine Learning und anderen technischen Disziplinen befassten, ihn beleg-
ten und als sehr wertvoll ansahen. Der Grund dafiir scheint zumindest teilweise
darin zu liegen, dass in ihren Lehrplinen aufler Algorithmen andere fundamentale
Prinzipien und weitere diesbeziigliche Themen nicht vorhandenen waren.

An der NYU nutzen wir dieses Buch inzwischen fiir eine Reihe von Kursen, die in
irgendeinem Zusammenhang mit Data Science stehen: den urspriinglichen
Kursen fiir Betriebswirtschaftler und Wirtschaftsinformatiker, Grundkursen fiir
Geschiftsanalyse im Grundstudium, den neuen Vorlesungen iiber Geschiftsana-
lyse im Hauptstudium und als Einfithrung fiir den neuen Studiengang Data
Science der NYU. Dartiber hinaus wird das Buch von mehr als zwanzig weiteren
Universititen in neun Lindern an Wirtschaftshochschulen, in Informatikkursen
und fur allgemeine Einfithrungen in Data Science eingesetzt (das geschah auch
schon vor der eigentlichen Veroffentlichung).

Wir fithren eine aktuelle Liste der Institute, die das Buch nutzen. Besuchen Sie
http://www.data-science-for-biz.com und klicken Sie oben auf WHO'S
USING IT.

Weitere Kenntnisse und Konzepte

Es gibt eine Vielzahl weiterer Konzepte und Kenntnisse, die einem praktisch titigen
Data Scientist neben den grundlegenden Prinzipien der Data Science bekannt sein
sollten. Diese werden in den Kapiteln 1 und 2 vorgestellt. Wir empfehlen dem inte-
ressierten Leser, auch die englische Website zum Buch (http://www.data-science-
for-biz.com) zu besuchen und sich die dortigen Hinweise zu diesen Konzepten
und Kenntnissen niher anzusehen. (Dazu gehéren z.B. Python-Skripte, Verarbei-
tung auf der Unix-Kommandozeile, Datendateien, gingige Datenformate, Daten-
banken und Datenbankabfragen, Big-Data-Architekturen und Systeme wie
MapReduce oder Hadoop, Datenvisualisierung und andere verwandte Themen.) Auf
der Website finden Sie auflerdem Lehrmaterialien wie Vorlesungsfolien, Themen
fiir mogliche Hausaufgaben, auf dem Buch aufbauende Beispielprojekte, Priifungs-
fragen und vieles andere.

Konventionen dieses Buchs

Neben vereinzelten Fufnoten enthilt das Buch verschiedene Kisten. Dabei han-
delt es sich im Wesentlichen um erweiterte FuRnoten, die Material enthalten, das
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Konventionen dieses Buchs

wir fur interessant und erwihnenswert halten, das fiir eine Fuflnote jedoch zu
umfangreich und fiir den Flieltext zu abschweifend ist.

Technische Details - Anmerkung zu mit einem Stern

gekennzeichneten Abschnitten

Die gelegentlich erscheinenden mathematischen Details werden in separaten
Abschnitten erliutert, die mit einem Stern gekennzeichnet sind. Den Uber-
schriften dieser Abschnitte ist ein * vorangestellt, und sie werden durch einen
Kasten wie diesen eingeleitet. Sie enthalten ausfithrlichere mathematische oder
technische Details als der tibrige Text, und der einleitende Kasten erldutert den
Zweck. Das Buch ist so aufgebaut, dass Sie diese Abschnitte iiberspringen kon-
nen, ohne den Faden zu verlieren. An einigen wenigen Stellen verweisen wir
den Leser jedoch darauf, dass dort wichtige Details zu finden sind.

Angaben wie (Hinz und Kunz, 2003) sind ein Verweis auf einen Eintrag im Quel-
lenverzeichnis (in diesem Fall auf einen Artikel oder ein Buch von Hinz und Kunz
aus dem Jahr 2003). »Hinz und Kunz (2003)« bedeutet dasselbe. Das Quellenver-
zeichnis fiir das gesamte Buch finden Sie im Anhang.

Wir versuchen, in diesem Buch mit so wenig Mathematik wie méglich auszukom-
men, und die vorhandene haben wir weitgehend vereinfacht, ohne dass es zu
Missverstindnissen kommen kann. Fiir Leser mit technischen Fachkenntnissen
sind einige Anmerkungen beziiglich der von uns vorgenommenen Vereinfachun-
gen angebracht:

1. Wir verzichten auf die Sigma-(X) und Pi-(IT) Notation, die in Lehrbiichern #ibli-
cherweise fiir Summen und Produkte benutzt wird. Stattdessen verwenden wir
einfache Gleichungen mit Auslassungspunkten wie diese:

f(x) =wx, + wx, + -+ +w,x,

In den technischen, mit Sternen gekennzeichneten Abschnitten verwenden
wir mitunter die Sigma- und Pi-Notation, wenn Auslassungspunkte einfach zu
umstindlich wiren. Wir gehen davon aus, dass die Leser dieser Abschnitte mit
der mathematischen Notation besser vertraut sind und dadurch nicht verwirrt
werden.

2. In Statistikbiichern wird sorgfiltig zwischen einem Wert und seiner Schitzung
unterschieden, indem Variablen, die Abschitzungen sind, mit einem Zirkum-
flex versehen werden. Die tatsichliche Wahrscheinlichkeit wird typischerweise
mit p und die Abschitzung mit p gekennzeichnet. Da in diesem Buch fast aus-
schlieflich von Abschitzungen die Rede ist, verzichten wir auf diese Notation,
da sie die Gleichungen nur verkomplizieren wiirde. Sie kénnen davon ausge-
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hen, dass es sich immer um Abschitzungen handelt, sofern wir nicht ausdriick-
lich auf etwas anderes hinweisen.

[98)

. Wir lassen uiberfliissige Variablen weg und vereinfachen die Notation, wenn
ihre Bedeutung aus dem Kontext heraus klar ist. Wenn wir beispielsweise Klas-
sifizierer mathematisch betrachten, haben wir es technisch gesehen mit Ent-
scheidungspridikaten und Merkmalsvektoren zu tun. Formal wiirde das zu
einer Gleichung wie dieser fiihren:

A
fR(X) = Xalter X - 1+0.7 x xSaldo+ 60

Stattdessen verwenden wir die besser lesbare Gleichung:

f(x) = Alter x -1+ 0.7 x Saldo + 60
Hier ist x ein Vektor und Alter und Saldo sind dessen Komponenten.

Wir haben uns um einheitliche Typografie bemiiht und verwenden fiir Merkmale
und Schliisselwérter nicht-proportionale Schrift. Im Kapitel iiber Textmining
bezieht sich Ausdruck beispielsweise auf ein Wort im Dokument, Ausdruck hinge-
gen bezeichnet das entsprechende Token in den Daten.

Es gelten die folgenden typografischen Konventionen:
Neue Begriffe, Dateinamen und -erweiterungen werden kursiv dargestellt.

Programm-Listings sowie im Flief3text erscheinende Variablen- oder Funktionsna-
men, Datenbanken, Datentypen, Umgebungsvariablen, Anweisungen und Schliis-
selworter werden in nicht-proportionaler Schrift gedruckt.

Vom Benutzer einzugebender Text oder kontextabhingige Werte werden in kur-
siver nicht-proportionaler Schrift gedruckt.

Auf Websites oder an anderen Stellen auswihlbare oder anklickbare Bezeichnun-
gen, wie z.B. Mentipunkte oder Schaltflichen, werden in der Schriftart KAPITAL-
CHEN gedruckt.

Im gesamten Buch finden sich Kisten mit Hinweisen und Warnungen, die wo-
moglich unterschiedlich aussehen, je nachdem, ob sie ein auf Papier gedrucktes
Buch, ein PDF oder ein E-Book lesen. Sie haben folgende Bedeutung:

So werden Tipps und Vorschlidge dargestellt.

Dies ist ein allgemeiner Hinweis.
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Aus diesem Buch zitieren

Warnungen erscheinen in einem Kasten wie diesem. Sie sind wichtiger als Tipps
und Hinweise und werden nur sparsam eingesetzt.

Aus diesem Buch zitieren

Das Buch soll nicht nur eine Einfithrung in Data Science bieten, sondern auch bei
der alltiglichen Arbeit niitzlich sein. Die Verwendung von Zitaten oder Beispielen
aus diesem Buch unter Angabe der Quelle bedarf keiner besonderen Genehmi-
gung. Ublich sind Nennung von Titel, Autor(en), Verlag, Erscheinungsjahr und
ISBN, also beispielweise Data Science im Unternehmen von Foster Provost und
Tom Fawcett (mitp-Verlag 2017), ISBN 978-3-95845-546-7.
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Maytal Foster freundlicherweise die Notizen zu ihrem Data-Mining-Kurs zur Verfii-
gung gestellt. Das Beispiel fiir den Klassifizierungsbaum in Kapitel 3 (vielen Dank
besonders fiir die Visualisierung durch »Korper«) beruht vornehmlich auf ihren
Ideen, die auch den Anstof3 gaben fiir die Visualisierung des Vergleichs der Auftei-
lung des Hypothesenraums durch Biume und lineare Diskriminanzfunktionen in
Kapitel 4. Auch das Beispiel »Wird David das Angebot annehmen?« in Kapitel 6
und vermutlich weitere, lingst vergessene Dinge, basieren auf ihrer Arbeit. Claudia
hat in den vergangenen Jahren gemeinsam mit Foster begleitende Kurse zu Data
Mining for Business Analytics und Introduction to Data Science geleitet und ihn dabei
vieles iiber Data Science (und dartiber hinaus) gelehrt.

Dank an David Stillwell, Thore Graepel und Michal Kosinski fiir die Bereitstellung
der Facebook-Like-Daten fiir einige der Beispiele. Dank an Nick Street fiir die
Bereitstellung der Zellkerndaten und des Zellkernbilds in Kapitel 4. Dank an
David Martens fiir die Hilfe bei der Visualisierung der Aufenthaltsorte. Dank an
Chris Volinsky fiir die Bereitstellung der Daten seiner Arbeit tiber den Netflix-
Wettbewerb. Dank an Sonny Tambe fiir den Zugang zu seiner Arbeit tiber Big-
Data-Technologien und Produktivitit. Dank an Patrick Perry fiir den Hinweis auf
das Bank-Callcenter (Kapitel 12). Dank an Geoff Webb, dass wir das Assoziations-
analysesystem Magnus Opus benutzen durften.

Vor allem danken wir unseren Familien fiir ihre Zuneigung, Geduld und Ermuti-

gung.

Beim Verfassen des Buchs kam eine Vielzahl von Open-Source-Software zum Ein-

satz. Die Autoren mochten den Entwicklern und Mitarbeitern folgender Projekte

danken:

m Python und Perl

m Scipy, Numpy, Matplotlib und Scikit-Learn

m Weka

m dem Machine Learning Repository der University of California in Irvine (Bache
und Lichmann, 2013)

Abschlieflend mochten wir die Leser noch einmal einladen, unsere englische Web-
site http://www.data-science-for-biz.com zu besuchen, die Aktualisierun-
gen, Neues, Errata und Ergiinzungen zu dem im Buch vorgestellten Material enthilt.

Foster Provost und Tom Fawcett
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Kapitel 2

Geschiftliche Aufgaben und
Data-Science-Lésungen

Fundamentale Konzepte:

m Verschiedene kanonische Data-Mining-Aufgaben
m Der Data-Mining-Prozess

m Uberwachtes und uniiberwachtes Data Mining

Zu den wichtigen Prinzipien der Data Science gehort, dass Data Mining ein Prozess
mit wohlverstandenen Phasen ist. Bei einigen dieser Phasen kommt Informations-
technologie zum Einsatz, wie etwa bei der automatisierten Erkennung und Aus-
wertung von Mustern in den Daten, wihrend bei anderen vor allem die Kreativitit
des Analysten, Fachkenntnisse und gesunder Menschenverstand gefragt sind. Den
gesamten Prozess zu verstehen trigt dazu bei, Data-Mining-Projekte zu strukturie-
ren, damit sie eher einer systematischen Analyse gleichen als einem auf Gliick und
Scharfsinn gestiitzten Unterfangen.

Der Data-Mining-Prozess teilt die eigentliche Aufgabe, Muster in den Daten zu fin-
den, in mehrere klar definierte Unteraufgaben auf, und ist deswegen auch fiir die
Strukturierung von Diskussionen iiber Data Science niitzlich. In diesem Buch wer-
den wir diesen Prozess als iibergreifenden Handlungsrahmen fiir unsere Erldute-
rungen nutzen. Dieses Kapitel ist eine Einleitung in den Data-Mining-Prozess,
zunichst aber stellen wir diesen in einen geeigneten Zusammenhang, indem wir
einige gingige Data-Mining-Aufgaben betrachten. Dadurch kénnen wir bei den
Erliuterungen zum Prozess als Ganzem und bei der Vorstellung weiterer Konzepte
in den nachfolgenden Kapiteln konkreter werden.

Am Ende dieses Kapitels kommen wir kurz auf einige wichtige Themen der
Geschiftsanalyse zu sprechen, die eigentlich nicht Gegenstand dieses Buchs sind
(fur die es aber umfangreiche Literatur gibt), wie Datenbanken, Datenhaltung und
elementare Statistik.
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Kapitel 2
Geschiftliche Aufgaben und Data-Science-Lésungen

2.1 Von geschiftlichen Aufgaben zum Data-Mining-
Verfahren

Jede datengestiitzte Aufgabe zur Entscheidungsfindung in einem Unternehmen ist
einzigartig und bildet eine eigene Kombination aus Zielen, Wiinschen und Ein-
schrankungen — und manchmal spielen sogar Persénlichkeiten eine Rolle. Wie so
oft beim Engineering, sind den geschiftlichen Aufgaben bestimmte Anforderungen
gemeinsam. In Zusammenarbeit mit den Projektleitern der jeweiligen Firma zer-
legt der Data Scientist die geschiftliche Aufgabe in Teilaufgaben. Die Losungen der
Teilaufgaben kénnen dann schliefRlich zur Losung der Hauptaufgabe zusammenge-
setzt werden. Manche dieser Teilaufgaben sind einzigartig, andere sind beim Data
Mining aber durchaus gingig. Die Vorhersage der Kundenabwanderung ist bei-
spielsweise einzigartig fiir MegaTelCo: Die Aufgabe besitzt Aspekte, die sich von
den Vorhersagen der Kundenfluktuation aller anderen Telekommunikationsunter-
nehmen unterscheiden. Die Teilaufgabe, anhand der vorhandenen Daten die Wahr-
scheinlichkeit abzuschitzen, ob ein bestimmter Kunde nach Ablauf seines Vertrags
abwandert, wird wahrscheinlich Bestandteil aller Vorhersagen der Abwanderung
sein. Nachdem die spezifischen Daten von MegaTelCo in ein bestimmtes Format
(das im nichsten Kapitel erldutert wird) konvertiert worden sind, ist diese Wahr-
scheinlichkeitsabschitzung bestens fiir ein sehr gebriuchliches Data-Mining-Ver-
fahren geeignet. Wir wissen sowohl praktisch als auch theoretisch sehr gut Bescheid
tiber die Losung gingiger Data-Mining-Aufgaben. In den nachfolgenden Kapiteln
werden wir Handlungsrahmen vorstellen, die bei der Aufteilung geschiftlicher Auf-
gaben in Teilaufgaben und der Zusammensetzung der Teillésungen hilfreich sind.

In der Data Science ist es wichtig, datenanalytische Aufgaben in Teilaufgaben
zerlegen zu kénnen, die sich durch gebrauchliche Data-Mining-Verfahren 16sen
lassen, fiir die Tools verfiigbar sind. Das Erkennen gingiger Aufgaben verhin-
dert, dass man das Rad neu erfindet und so Zeit und Ressourcen verschwendet.
Auflerdem wird es dadurch méglich, sich auf interessantere Teile des Prozesses
zu konzentrieren, die ein menschliches Eingreifen erforderlich machen — noch
nicht automatisierte Teilaufgaben, bei denen menschliche Kreativitit und Intelli-
genz ins Spiel kommen miissen.

Trotz der Vielzahl der Data-Mining-Algorithmen, die im Laufe der Jahre entwickelt
wurden, gibt es nur eine Handvoll grundsitzlich unterschiedlicher Aufgaben-
typen, die sich mit diesen Algorithmen lésen lassen. Es lohnt sich, diese Aufgaben
eindeutig zu definieren. In den nichsten Kapiteln werden wir die ersten beiden
(Klassifizierung und Regression) nutzen, um einige der fundamentalen Konzepte

© des Titels »Data Science fur Unternehmen« (ISBN 9783958455467) 2017 by
mitp Verlags GmbH & Co. KG, Frechen. Nahere Informationen unter: http://www.mitp.de/546



2.1
Von geschiftlichen Aufgaben zum Data-Mining-Verfahren

zu veranschaulichen. Im Folgenden bezeichnet der Begriff »Individuum« sowohl
natiirliche Personen, wie Kunden oder Verbraucher, als auch juristische Personen,
wie z.B. ein Unternehmen. Wir kommen in Kapitel 3 ausfiihrlicher darauf zuriick.
Bei vielen Analyseprojekten suchen wir nach »Korrelationen« zwischen Variablen,
die ein Individuum beschreiben, und anderen Variablen. Wir konnten den Daten
beispielsweise entnehmen, welche Kunden abgewandert sind, nachdem die Lauf-
zeit ihres Vertrags endete. Wir konnten dann versuchen herauszufinden, welche
anderen Variablen mit einem Kunden korrelieren, der in naher Zukunft abwan-
dern wird. Das Aufspiiren solcher Korrelationen ist das einfachste Beispiel fiir
eine Klassifizierung bzw. eine Regression.

1. Klassifizierung und Wahrscheinlichkeitsabschitzung der Klassenzugehorigkeit ver-
suchen, fiir ein zur Grundgesamtheit gehérendes Individuum vorherzusagen,
zu welchen (einigen wenigen) Klassen dieses Individuum gehort. Fur gew6hn-
lich schliefit die Zugehorigkeit zu einer Klasse die Zugehorigkeit zu einer
anderen aus. Eine Frage, die der Klassifizierung dient, ist beispielsweise: » Wel-
che der MegaTelCo-Kunden werden ein bestimmtes Angebot wahrscheinlich anneh-
men?« In diesem Beispiel konnte man die beiden Klassen als wird annehmen
und wird nicht annehmen bezeichnen.

Fir die Klassifizierung liefert ein Data-Mining-Verfahren ein Modell, das bei
Auftauchen eines neuen Individuums ermittelt, zu welcher Klasse dieses Indi-
viduum gehort. Scoring und Wahrscheinlichkeitsabschitzungen der Klassenzuge-
horigkeit sind sehr dhnliche Aufgaben. Ein auf ein Individuum angewendetes
Scoring-Modell ermittelt statt einer Klassenvorhersage eine Punktzahl, die die
Wahrscheinlichkeit (oder ein anderes Wahrscheinlichkeitsmafl) dafiir angibt,
dass ein Individuum zu einer bestimmten Klasse gehort. In unserem Szenario
der Angebotsannahme wiirde ein Scoring-Modell die einzelnen Kunden aus-
werten und eine Punktzahl liefern, die angibt, wie wahrscheinlich es ist, dass
ein Kunde auf das Angebot eingeht. Klassifizierung und Scoring sind eng mit-
einander verwandt — ein Modell, das die eine Aufgabe erledigen kann, lisst sich
fur gewohnlich modifizieren, um auch die andere zu erledigen.

2. Eine Regression (Abschitzung des Werts) versucht, fiir jedes Individuum den
numerischen Wert einer Variable abzuschitzen oder vorherzusagen. »Wie oft
wird ein bestimmter Kunde den Dienst nutzen?« ist ein Beispiel fiir eine Frage, die
durch eine Regression beantwortet werden kann. Die hier vorherzusagende
Eigenschaft (die Variable) ist die Dienstnutzung. Man konnte dafiir ein Modell
entwickeln, indem man die Dienstnutzung vergleichbarer Individuen der
Grundgesamtheit betrachtet. Eine Regression liefert ein Modell, das den Wert
einer Variable fiir ein bestimmtes Individuum abschitzt.

Regression und Klassifizierung sind verwandt, es gibt jedoch Unterschiede.
Zwanglos konnte man sagen, dass eine Klassifizierung vorhersagt, ob etwas der
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Geschiftliche Aufgaben und Data-Science-Lésungen

Fall ist, eine Regression hingegen sagt voraus, in welchem Ausmaf dies eintritt.
Der Unterschied wird im weiteren Verlauf des Buchs noch deutlich werden.

. Ein Ahnlichkeitstest versucht, anhand der bekannten Daten einander dhnliche

Individuen zu finden und kann unmittelbar dazu genutzt werden, dhnliche
Objekte zu identifizieren. Beispielsweise ist IBM daran interessiert, Firmen zu
finden, die ihren besten Geschiftskunden dhnlich sind. So wird gewihrleistet,
dass sich die Vertriebsmitarbeiter ausschlieRlich auf diese Kunden, die die bes-
ten Verkaufschancen versprechen, konzentrieren kénnen. Die Ahnlichkeits-
tests werden anhand von Daten durchgefiihrt, die bestimmte Merkmale von
Unternehmen beschreiben. Ahnlichkeitstests bilden die Grundlage einer der
verbreitetsten Methoden fiir Produktempfehlungen (Leute zu finden, die dhnli-
che Produkte wie Sie mégen oder gekauft haben). Ahnlichkeitstest kommen
auch bei vielen anderen Data-Mining-Tasks zum Einsatz, wie bei der Klassifizie-
rung, der Regression und beim Clustering. In Kapitel 6 werden wir Ahnlichkeit
und die verschiedenen Anwendungen ausfiihrlich erértern.

Beim Clustering wird versucht, die Individuen einer Grundgesamtheit anhand
ihrer Ahnlichkeit zu gruppieren, ohne damit ein bestimmtes Ziel zu verfolgen.
»Lassen sich unsere Kunden in natiirliche Gruppen oder Geschiiftsfelder einteilen ?«
ist eine Frage, die durch Clustering beantwortet werden kann. Bei der vorberei-
tenden Erkundung neuer Geschiftsbereiche erweist sich Clustering als niitz-
lich, um zu ermitteln, ob es natiirliche Gruppen gibt, weil diese Gruppen
ihrerseits andere Data-Mining-Verfahren oder -Ansitze nahelegen. Clustering
dient auch als Grundlage fiir Entscheidungsfindungen, die Fragen wie die fol-
genden betreffen: »Welche Produkte sollten wir anbieten oder entwickeln? Wie sollte
unser Kundendienst oder Vertriebsteam aufgebaut sein?« In Kapitel 6 werden wir
Clustering eingehender betrachten.

Die Gruppierung nach gleichzeitigem Auftreten (manchmal auch als Verbundkauf-
analyse, Suche nach Assoziationsregeln oder Warenkorbanalyse bezeichnet)
dient dazu, Zusammenhinge zwischen Individuen zu finden, die an denselben
Transaktionen beteiligt sind. Die dazugehdérige Frage konnte lauten: »Welche
Produkte werden hiufig zusammen gekaufi?« Beim Clustering wird anhand der
Merkmale von Objekten nach Ahnlichkeiten gesucht, bei der Gruppierung nach
gleichzeitigem Auftreten dagegen anhand des gemeinsamen Vorkommens in
Transaktionen. So kénnte beispielsweise die Analyse der Einkiufe in einem
Supermarkt ergeben, dass Hackfleisch und ChilisofRe viel hiufiger zusammen
gekauft werden als angenommen. Um zu entscheiden, wie man auf diese Ent-
deckung reagieren sollte, ist ein wenig Kreativitit erforderlich. Vielleicht kénnte
man eine gezielte Werbeaktion veranstalten, eine gemeinsame Warenprisenta-
tion beider Produkte oder ein Kombiangebot anbieten. Das gleichzeitige Auftre-
ten von Produkten bei Kdufen ist eine gingige Art der Gruppierung und wird
auch als Warenkorbanalyse bezeichnet. Einige Empfehlungssysteme fiithren
auch eine Art Affinititsgruppierung durch, indem sie beispielsweise nach
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Biichern suchen, die oft zusammen gekauft werden (»Kunden, die dieses Buch
gekauft haben, kaufien auch ...«).

Das Ergebnis der Gruppierung nach gleichzeitigem Auftreten ist eine Be-
schreibung der Objekte, die gemeinsam vorkommen. Sie enthilt fiir gew6hn-
lich eine Statistik {iber die Haufigkeit gleichzeitigen Auftretens und eine
Einschitzung daruiber, wie wahrscheinlich dieses ist.

. Das Profiling (auch Beschreibung des Marktverhaltens genannt) versucht, das
typische Verhalten eines Individuums, einer Gruppe oder der Grundgesamtheit
zu charakterisieren. Ein Beispiel fiir eine Profiling-Frage wire etwa: » Wie hdufig
wird das Mobiltelefon von dieser Kundengruppe genutzt?« Das Verhalten lisst sich
nicht immer leicht beschreiben — ein Nutzungsprofil zu erstellen, kénnte eine
komplizierte Protokollierung der Nutzung des Mobilfunknetzes in der Nacht,
an Wochenenden oder im Ausland, von Roaming-Gebiihren und SMS usw.
erforderlich machen. Das Verhalten kann im Allgemeinen fiir die Grundge-
samtheit, fiir einzelne Gruppen oder sogar fiir einzelne Individuen beschrieben
werden.

Profiling kommt hiufig zum Einsatz, um Verhaltensnormen fiir Anwendun-
gen zur Erkennung von Anomalien aufzustellen, wie z.B. Betriigereien oder
das Eindringen in Computersysteme (wenn sich beispielsweise jemand in Ihr
iTunes-Konto hackt). Wenn etwa bekannt ist, welche Art Einkdufe jemand fur
gewohnlich per Kreditkarte bezahlt, konnen wir feststellen, ob eine bestimmte
Abbuchung zu dem dazugehorigen Profil passt oder nicht. Wir kénnen das
Ausmaf? der Abweichung als Bewertung des Verdachts nutzen und gegebenen-
falls Alarm schlagen, wenn der Wert zu hoch ist.

. Die Verkniipfungsvorhersage versucht, Verbindungen zwischen Datenobjekten
zu entdecken und gibt bei Vorhandensein einer Verbindung fiir gewéhnlich ein
Maf fiir deren Stirke an. Verkniipfungsvorhersagen sind in sozialen Netzwer-
ken tiblich: »Sie und Karen haben 10 gemeinsame Freunde. Mdchten Sie Karens
Freund werden ?« Die Verkniipfungsvorhersage kann auflerdem die Stirke einer
Verbindung abschitzen. Um beispielsweise Kunden Filme zu empfehlen,
kénnte man einen Graphen mit Kunden und den von ihnen gesehenen oder
bewerteten Filmen verwenden. Im Graphen suchen wir dann nach nicht vorhan-
denen Verbindungen zwischen Kunden und Filmen, die der Vorhersage nach
jedoch vorhanden und stark sein sollten. Diese Verkniipfungen bilden die
Grundlage fuir Filmempfehlungen.

. Bei der Datenreduzierung versucht man, eine groflere Datenmenge durch eine
kleinere zu ersetzen, die jedoch die wichtigsten Informationen der gréfleren
Datenmenge enthilt. Die kleinere Datenmenge lisst sich oft einfacher handha-
ben oder leichter verarbeiten. Zudem sind die wichtigen Informationen in einer
kleinen Datenmenge womoglich besser erkennbar. Eine umfangreiche Daten-
menge mit den Filmvorlieben von Zuschauern kénnte beispielsweise auf eine
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sehr viel kleinere Datenmenge reduziert werden und so die in den Daten latent
vorhandenen Filmvorlieben (z.B. fiir verschiedene Filmgenres) offenbaren. Mit
einer Datenreduzierung geht fiir gewohnlich ein Informationsverlust einher —
entscheidend ist hier, dass Sie dafiir einen besseren Einblick in die Daten
bekommen.

Mithilfe der Kausalmodellbildung versuchen wir zu verstehen, welche Ereignisse
oder Aktionen andere beeinflussen. Nehmen wir beispielsweise an, dass wir ein
Vorhersagemodell einsetzen, um Kunden gezielt durch Werbung anzusprechen
und feststellen, dass die Zielgruppe tatsichlich hiufiger kauft als zuvor. Hat die
Werbung die Kunden tatsichlich zum Kauf veranlasst? Oder hat das Vorher-
sagemodell einfach nur genau die richtigen Kunden ausgewihlt, die ohnehin
gekauft hitten? Zu den bei der Kausalmodellbildung eingesetzten Verfahren
gehoren auch solche, die betrichtliche Investitionen in die Daten erfordern, wie
etwa kontrollierte randomisierte Experimente (sogenannte A/B-Tests) sowie
ausgekliigelte Methoden, um aus den Beobachtungsdaten auf ursichliche
Zusammenhinge zu schlieRen. Sowohl die experimentellen als auch die beob-
achtenden Methoden der Kausalmodellbildung sind im Allgemeinen als »kon-
trafaktische« Analyse zu betrachten: Sie versuchen, den Unterschied zwischen
zwei Situationen zu erfassen — die nicht gleichzeitig eintreten kénnen —, in
denen ein Ereignis (z.B. einer bestimmten Person eine Werbung zu zeigen)
stattgefunden oder eben nicht stattgefunden hat.

Ein sorgfiltiger Data Scientist sollte bei jeder kausalen Schlussfolgerung
immer auch die genauen Voraussetzungen beriicksichtigen, die gegeben sein
miissen, damit die Schlussfolgerung auch wirklich zutrifft (solche Vorausset-
zungen gibt es immer — fragen Sie danach). Ein Unternehmen, das Kausal-
modelle einsetzt, muss einen Kompromiss finden zwischen den hoheren
Investitionen, die zur Reduzierung der zu Grunde gelegten Voraussetzungen
erforderlich sind, und der Entscheidung, ob die Schlussfolgerungen in Anbe-
tracht der gegebenen Voraussetzungen hinreichend verlésslich sind. Auch bei
dullerst sorgfiltig durchgefithrten randomisierten kontrollierten Experimen-
ten kénnen Annahmen einfliefen, die zu ungiiltigen Schlussfolgerungen
tithren. Die Entdeckung des medizinischen Placeboeffekts ist ein bekanntes
Beispiel dafiir, wie leicht bei sorgfiltig geplanten randomisierten Experimen-
ten Voraussetzungen tibersehen werden kénnen.

Eine ausfiihrliche Erérterung all dieser Aufgaben wiirde mehrere Biicher fiillen. In
diesem Buch stellen wir die wichtigsten Prinzipien der Data Science vor — Prinzi-
pien, die all diesen Aufgaben gemeinsam zugrunde liegen. Wir werden vornehm-
lich Klassifizierung, Regression, Ahnlichkeitstests und Clustering verwenden, um
diese Prinzipien zu veranschaulichen. Gegen Ende des Buchs kommen weitere
Verfahren zur Sprache, die wichtige Aspekte der grundlegenden Prinzipien ver-
deutlichen.
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Welche dieser Aufgabentypen erscheint Thnen fir die Vorhersage der Kundenab-
wanderung geeignet? In der Praxis wird die Vorhersage der Kundenabwanderung
oft als die Aufgabe betrachtet, Kundensegmente zu finden, in denen eine Abwande-
rung mehr oder weniger wahrscheinlich ist. Diese Segmentierungsaufgabe sieht
doch sehr nach einer Klassifizierung aus, vielleicht wiren auch Regression oder
sogar Clustering zur Losung geeignet. Um den besten Ansatz zu finden, miissen
wir zunichst einige wichtige Unterscheidungen vorstellen.

2.2 Uberwachte vs. uniiberwachte Verfahren

Betrachten Sie zwei ganz dhnliche Fragen, die wir iiber die Grundgesamtheit der
Kunden stellen konnten. Die erste lautet: »Lassen sich die Kunden auf naheliegende
Weise in verschiedene Gruppen einteilen?« Fur eine solche Gruppierung ist kein
bestimmter Zweck oder kein Ziel vorgegeben. Wenn es ein solches Ziel nicht gibt,
spricht man von einer uniiberwachten Data-Mining-Aufgabe. Vergleichen Sie das
mit einer leicht abgednderten Frage: »Gibt es Kundengruppen, die nach Ablauf ihrer
Vertrige mit einer besonders hohen Wahrscheinlichkeit abwandern?« Hier ist ein Ziel
angegeben: Wird ein Kunde nach Ablauf seines Vertrags abwandern? In diesem
Fall wird die Segmentierung aus einem bestimmten Grund durchgefithrt: um
anhand der Abwanderungswahrscheinlichkeit etwas unternehmen zu kénnen.
Hierbei handelt es sich um eine iiberwachte Data-Mining-Aufgabe.

Eine Anmerkung zu den Begriffen iiberwachtes und uniiberwachtes Lernen

Die Begriffe iiberwacht und uniiberwacht entstammen dem Fachgebiet des Ma-
chine Learnings. Im tibertragenen Sinn »liberwacht« ein Lehrer den Lernenden,
indem er ihm vorsichtige Hinweise auf das Lernziel sowie einige Beispiele gibt.
Beim uniiberwachten Lernen konnten dieselben Beispiele vorhanden sein, es
gibt jedoch keine Hinweise auf das Lernziel. Der Lernende wird nicht tiber den
Zweck des Lernens informiert, sondern muss seine eigenen Schliisse ziehen,
was die Beispiele gemeinsam haben.

Der Unterschied zwischen den beiden Fragen ist zwar nicht grof, aber bedeut-
sam. Wenn ein Ziel angegeben ist, kann die Aufgabe als tiberwachter Task formu-
liert werden. Uberwachte Tasks erfordern andere Verfahren als uniiberwachte und
liefern oft sehr viel niitzlichere Ergebnisse. Einem {iberwachten Verfahren wird
ein bestimmter Zweck der Gruppierung vorgegeben — die Vorhersage des Ziels.
Clustering ist ein uniiberwachtes Verfahren und nimmt eine Gruppierung anhand
von Ahnlichkeiten vor, dabei ist jedoch nicht gewihrleistet, dass diese Ahnlichkei-
ten aussagekriftig oder fuir irgendeinen Zweck niitzlich sind.
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Rein technisch betrachtet muss fiir iiberwachtes Data Mining eine weitere Bedin-
gung erfilllt sein: Es miissen Daten iiber das Ziel verfiigbar sein. Es reicht nicht
aus, dass Informationen iiber das Ziel prinzipiell existieren — sie miissen in den
Daten auch vorhanden sein. Es konnte beispielsweise niitzlich sein, zu wissen, ob
ein bestimmter Kunde mindestens sechs Monate bleibt. Wenn diese Information
jedoch in den Verlaufsdaten nicht oder nur unvollstindig (z.B. weil die Daten nur
zwei Monate lang gespeichert werden) vorhanden ist, kann der Zielwert nicht
ermittelt werden. Daten iiber das Ziel zu sammeln, ist oft eine entscheidende
Investition in der Data Science. Der Wert oder Inhalt der Zielvariablen eines Indi-
viduums wird auch als sein Label bezeichnet, wodurch hervorgehoben wird, dass
hiufig (nicht immer) Aufwand zur Kennzeichnung der Daten erforderlich ist.

Klassifizierung, Regression und Kausalmodellbildung werden im Allgemeinen
durch tiberwachte Verfahren realisiert. Fiir Ahnlichkeitstests, Verkniipfungsvor-
hersagen und Datenreduzierung kénnen beide Verfahren eingesetzt werden. Bei
Clustering, Gruppierung nach gleichzeitigem Auftreten und Profiling werden
iiblicherweise uniiberwachte Verfahren durchgefiihrt. All diesen Verfahren lie-
gen die fundamentalen Prinzipien des Data Minings zugrunde, die wir vorstellen
werden.

Die beiden wichtigsten Unterklassen des tiberwachten Data Minings, Klassifizie-
rung und Regression, unterscheiden sich durch die Art des Ziels. Bei der Regres-
sion ist die Zielvariable numerisch, bei der Klassifizierung hingegen geht es um
die Zuordnung zu einem (oft biniren) kategorialen Ziel. Betrachten Sie die folgen-
den drei dhnlichen Fragen, die wir mithilfe des {iberwachten Data Minings in
Angriff nehmen konnten:

m Wird der Kunde auf ein Angebot fiir den Dienst D1 eingehen, wenn er den Anreiz A
erhalt?

Hierbei handelt es sich um eine Klassifizierung, weil das Ziel binir ist (entwe-
der geht der Kunde auf das Angebot ein oder nicht).

m Welches Dienstpaket (D1, D2 oder keines) wird der Kunde wahrscheinlich kaufen,
wenn er den Anreiz A erhdlt?
Hierbei handelt es sich ebenfalls um eine Klassifizierung, allerdings mit einer
Zielvariablen, die drei Werte annehmen kann.

m  Wie hdufig wird dieser Kunde den Dienst nutzen?

Dies ist ein klassisches Beispiel fiir eine Regression, denn die Zielvariable ist
numerisch.

Bei diesen Fragen gibt es einige Feinheiten, auf die wir hinweisen miissen. Bei
geschiftlichen Anwendungen ist oft eine numerische Vorhersage fiir kategoriale
Ziele erwiinscht. In unserem Beispiel der Kundenabwanderung ist eine einfache
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Ergebnisse des Data Minings

Ja/Nein-Vorhersage, ob ein Kunde bleibt, womdglich nicht ausreichend. Wir
mochten vielmehr die Wahrscheinlichkeit ermitteln, dass der Kunde bleibt. Ein sol-
ches Modell wird nach wie vor als Klassifizierung eingestuft, nicht als Regression,
denn die Zielvariable ist kategorial. Dort, wo es der Deutlichkeit halber erforder-
lich ist, bezeichnen wir dieses Modell als »Wahrscheinlichkeitsabschitzung der
Klassenzugehorigkeit«.

Zu den ersten Schritten eines Data-Mining-Prozesses geh6rt zum einen, festzule-
gen, ob das Verfahren tiberwacht oder uniiberwacht durchgefiihrt wird, und zum
anderen — sofern iiberwacht —, die Zielvariable prizise zu definieren. Bei dieser
Variable muss es sich um einen bestimmten Wert handeln, der im Fokus des Data
Minings steht (und fiir den wir anhand einiger Beispieldaten Werte erhalten kon-
nen). Wir kommen in Kapitel 3 auf dieses Thema zuriick.

2.3  Ergebnisse des Data Minings

Beim Data Mining ist eine weitere wichtige Unterscheidung zu beachten: die
Trennung zwischen der Untersuchung der Daten, um Muster aufzuspiiren und
Modelle zu entwickeln, und der Anwendung der Ergebnisse des Data Minings. Die
Data-Science-Studenten verwechseln diese beiden Prozesse oft miteinander, und
Manager bringen sie durcheinander, wenn sie sich tiber Business Analytics unter-
halten. Die Anwendung der Ergebnisse des Data Minings sollte auf den eigentli-
chen Data-Mining-Prozess Einfluss nehmen und ihm zugute kommen, die beiden
Prozesse sollten aber klar voneinander getrennt werden.

Betrachten Sie bei unserem Abwanderungsbeispiel ein Anwendungsszenario, in
dem die Ergebnisse genutzt werden. Wir mochten unser Modell einsetzen, um
vorherzusagen, welche Kunden abwandern werden. Nehmen Sie fiir diesen Fall
an, dass mithilfe des Data Minings ein Modell M zur Wahrscheinlichkeitsab-
schitzung der Klassenzugehorigkeit entwickelt wurde. Jeder Kunde wird mit-
hilfe bestimmter charakteristischer Merkmale beschrieben. M nimmt diese
verschiedenen charakteristischen Merkmale als Dateneingabe entgegen und
erzeugt eine Punktzahl oder eine Abschitzung der Abwanderungswahrschein-
lichkeit. Hierbei handelt es sich um die Anwendung der Ergebnisse des Data
Minings. Das Data Mining erzeugt das Modell M anhand anderer, oft dlterer
Daten.

In Abbildung 2.1 sind diese beiden Phasen dargestellt. Das Data Mining liefert,
wie in der oberen Hilfte der Abbildung dargestellt, ein Modell fiir die Wahrschein-
lichkeitsabschitzung. In der Anwendungsphase (untere Hilfte) wird das Modell
auf einen neuen, unbekannten Fall angewendet und erzeugt eine Wahrscheinlich-
keitsabschitzung dafiir.
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Vorhandene Daten

X y z Klasse
14 | True | Rot | Annahme
6 True |Blau | Ablehnung
50,3 | False| Rot | Annahme

Data Mining Modell

—

Bei Trainingsdaten sind alle Werte angegeben

A
Data Mining Modell wird angewendet
Nutzung vodell %
V¥ Neues Datenobjekt
2 y z | Klasse N Klasse: Annahme,
30 |False| Rot ? Wahrscheinlichkeit: 0,88

Die Klasse des neuen
Datenobjekts ist unbekannt
(z.B. wird der Kunden das

Angebot annehmen?)

Abb. 2.1: Data Mining und das Ergebnis des Data Minings. In der oberen Hilfte der Abbildung
ist das Data Mining vorhandener Daten zur Erzeugung des Modells dargestellt. Hier
ist wichtig zu beachten, dass fur die vorhandenen Daten ein Ziel (»Klasse«)
angegeben wurde. Die untere Hilfte zeigt die Anwendung des Resultats des Data
Minings. Das Modell wird auf neue Daten angewendet, deren Klassenzugehdrigkeit
unbekannt ist. Das Modell sagt sowohl die Klassenzugehorigkeit als auch die
Wahrscheinlichkeit dafiir voraus, dass die Klassenvariable diesen Wert annimmt.

2.4

Der Data-Mining-Prozess

Data Mining ist eine wahre Kunstfertigkeit. Es erfordert die Anwendung betrichtli-
cher wissenschaftlicher und technologischer Kenntnisse, jedoch auch ein gewisses
kiinstlerisches Geschick. Ebenso wie in anderen ausgereiften Disziplinen verfiigt
das Data Mining iiber ein wohlverstandenes Verfahren fiir die Strukturierung von
Aufgaben, das Einheitlichkeit, Reproduzierbarkeit und Objektivitit ermoglicht.
Eine niutzliche Festschreibung ist das Standard-Prozess-Modell fiir Data Mining
(Cross Industry Standard Process for Data Mining, CRISP-DM, Shearer, 2000), das in
Abbildung 2.2 dargestellt ist.!

1 Siehe auch den englischsprachigen Wikipedia-Eintrag zum Thema CRISP-DM (https://
en.wikipedia.org/wiki/Cross_Industry_Standard_Process_for_Data_Mining)
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Der Data-Mining-Prozess

Daten-
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Modellbildung

Beurteilung

Abb. 2.2: Der CRISP-Data-Mining-Prozess

Das Diagramm verdeutlicht die Tatsache, dass Iteration keine Ausnahme, sondern
die Regel ist. Den Prozess einmalig zu durchlaufen, ohne dabei die Aufgabe erle-
digt zu haben, ist also im Allgemeinen kein Fehlschlag. Oftmals dient der gesamte
Prozess der Erkundung der Daten: Nach dem ersten Durchlauf weifd das Data-
Science-Team erheblich mehr und kann bei der zweiten Iteration gezielter vorge-
hen. Sehen wir uns die einzelnen Schritte etwas genauer an.

2.4.1 Aufgabenverstindnis

Zunichst einmal muss man wissen, welche Aufgabe gel6st werden soll. Man konnte
meinen, eine Aufgabe sei sicher offensichtlich, aber bei geschiftlichen Aufgaben ist
nur selten eine greifbare, klare und eindeutige Data-Mining-Aufgabenstellung zu
erkennen. Oftmals muss die Aufgabenstellung umformuliert werden, sodass die
Entwicklung einer Losung zu einem iterativen Entdeckungsvorgang wird. Das Dia-
gramm (Abbildung 2.2) stellt diesen Vorgang als einen Kreislauf innerhalb eines
Kreislaufs dar, nicht als einfachen linearen Prozess. Die anfingliche Formulierung
der Aufgabenstellung ist womoéglich unvollstindig oder nicht optimal, sodass meh-
rere Iterationen erforderlich sein konnen, bis sich eine akzeptable Formulierung
ergibt.
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Bei der Formulierung der Aufgabe spielt die Kreativitit des Analysten eine grofie
Rolle. Die Data Science kann dazu ihren Beitrag leisten, wie wir noch erliutern
werden. Doch der Schliissel zum Erfolg ist oftmals eine kreative Formulierung der
Anforderungen durch einen Analysten, der dabei beriicksichtigt, wie die Aufga-
benstellung auf eine oder mehrere Data-Science-Aufgaben verteilt werden kann.
Kreativen Analysten, die hervorragende Kenntnisse der Grundlagen besitzen, fillt
es leichter, neue Ansitze zu entdecken.

Uns stehen leistungsfihige Tools fiir die Losung bestimmter Data-Mining-Tasks
zur Verfligung, die wir in Abschnitt 2.1 Von geschiflichen Aufgaben zum Data-
Mining-Verfahren beschrieben haben. Bei den ersten Versuchen wird typischer-
weise ein Losungsansatz entwickelt, der sich diese Tools zunutze macht. Das kann
beinhalten, dass die Aufgabenstellung so strukturiert (bzw. organisiert) wird, dass
Teilaufgaben durch Klassifizierung, Regression, Wahrscheinlichkeitsabschitzung
usw. gelost werden.

In dieser ersten Stufe muss das Entwicklungsteam sorgfiltig iiber die zu losende Auf-
gabe und die denkbaren Anwendungsfille nachdenken. Hierbei handelt es sich um
eines der wichtigsten fundamentalen Prinzipien der Data Science, dem wir zwei
vollstindige Kapitel gewidmet haben (Kapitel 7 und Kapitel 11). Was genau ist das
Ziel? Und wie genau wollen wir es erreichen? Welche Teile des Anwendungssze-
narios sind fiir Data-Mining-Modelle geeignet? Um das ausfihrlich erdrtern zu
kénnen, verwenden wir zunichst ein vereinfachtes Szenario, das bei der allmihli-
chen Weiterentwicklung nach und nach angepasst wird, um die tatsichlichen
geschiftlichen Aufgaben besser widerzuspiegeln. Wir werden einige konzeptuelle
Tools vorstellen, die uns bei unseren Uberlegungen unterstiitzen, beispielsweise
kann die Formulierung einer Aufgabe in Form von Erwartungswerten es ermogli-
chen, sie systematisch in Data-Mining-Aufgaben zu zerlegen.

2.4.2 Datenverstindnis

Wenn das Ziel darin besteht, geschiftliche Aufgaben zu 16sen, stellen die verfiig-
baren Daten das Rohmaterial dar, auf dem die Lésung aufbaut. Die Kenntnis und
das Verstindnis der Stirken und Beschrankungen der Daten ist wichtig, weil sie
nur in den seltensten Fillen exakt auf die zu 16sende Aufgabe zugeschnitten sind.
Die vorhandenen Daten wurden oft gesammelt, ohne ein bestimmtes Ziel zu ver-
folgen, manchmal wurden sie auch fiir andere Zwecke gesammelt, die in keinem
Zusammenhang mit der vorliegenden Aufgabe stehen. Fine Kundendatenbank,
eine Transaktionsdatenbank und eine Vertriebsdatenbank enthalten unterschiedli-
che Informationen, decken verschiedene Kundengruppen ab, und die Verlisslich-
keit der Daten kann schwanken.

Auch die Kosten fiir die Daten variieren hiufig. Manche Daten sind praktisch kos-
tenlos verfiigbar, bei anderen ist die Beschaffung mit hohem Aufwand verbunden
oder sie miissen gekauft werden. Wieder andere Daten existieren noch gar nicht,
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und es ist erforderlich, sie in einem zusitzlichen Projekt eigens zu beschaffen. Bei
der Beurteilung der Daten ist von entscheidender Bedeutung, die Kosten und den
Nutzen verschiedener Datenquellen abzuschitzen und zu priifen, ob sie weitere
Investitionen rechtfertigen. Nachdem alle Daten beschafft wurden, kann durch
den Datenabgleich weiterer Aufwand entstehen. So sind beispielsweise Kundenda-
tensitze und Produktkennzeichnungen dafiir beriichtigt, »verrauscht« zu sein
und sich stindig zu dndern. Kundendatensitze zu bereinigen und abzugleichen,
um zu gewidhrleisten, dass es fiir jeden Kunden nur einen Eintrag gibt, ist schon
fur sich genommen ein kompliziertes Analyseproblem (Hernandez und Stolfo,
1995; Elmagarmid, Ipeirotis und Verykios, 2007).

Wenn die Kenntnisse iiber die Daten allmihlich zunehmen, indern sich dadurch
moglicherweise die Losungswege, und auch die Leistungen des Teams konnen in
verschiedene Richtungen auseinanderdriften. Die Betrugserkennung ist hierfiir
ein schones Beispiel. Bei dieser wird Data Mining auf breiter Front eingesetzt, und
viele damit einhergehende Aufgabenstellungen verwenden klassische tiberwachte
Data-Mining-Tasks. Betrachten Sie z.B. die Aufgabe, Kreditkartenbetrug aufzude-
cken. Die Abbuchungen erscheinen auf dem Konto des Kunden, betriigerische
Abbuchungen werden also fiir gewdhnlich erkannt — wenn nicht direkt vom Kredit-
kartenunternehmen, dann spiter vom Kunden, der seine Kontoumsitze iiberpriift.
Wir diirfen annehmen, dass nahezu alle Betriigereien aufgedeckt und zuverldssig
als solche gekennzeichnet werden, denn der ehrliche Kunde und der Betriiger sind
verschiedene Personen und verfolgen unterschiedliche Ziele. Kreditkartentransak-
tionen sind daher verlisslich durch Label (betriigerisch und rechtmdfig) gekenn-
zeichnet, die als Ziele fiir iiberwachte Verfahren dienen kénnen.

Betrachten Sie nun die dhnliche Aufgabe, Medicare-Betriigereien zu erkennen.
(Medicare ist eine 6ffentliche Krankenversicherung des US-Gesundheitssystems
fuir dltere oder behinderte Biirger.) In den USA stellen diese Betrugsfille ein enor-
mes Problem dar, das jahrlich Schiden in Hohe von mehreren Milliarden Dollar
verursacht. Auf den ersten Blick scheint es sich hier um eine konventionelle
Betrugserkennungsaufgabe zu handeln, doch wenn man die Beziehung zwischen
der geschiftlichen Aufgabe und den Daten beriicksichtigt, wird klar, dass die Auf-
gabe hier eine vollig andere ist. Die Betriiger — medizinische Dienstleister und
manchmal auch deren Patienten, die unberechtigte Forderungen erheben — sind
gleichzeitig auch rechtmiflige Dienstanbieter und Nutzer des Abrechnungssys-
tems. Die Betriiger sind also eine Teilmenge der ehrlichen Nutzer — zusitzliche
unabhingige Beteiligte, die festlegen, welche Forderungen berechtigt sind, gibt es
nicht. Dementsprechend enthalten die Medicare-Abrechnungsdaten auch keine
zuverlissige Zielvariable, die einen Betrug kenntlich macht, und ein tiberwachter
Lernansatz, der bei Kreditkartenbetrug funktionieren wiirde, ist nicht anwendbar.
Fiir Aufgaben wie diese sind iiblicherweise uniiberwachte Verfahren wie Profiling,
Clustering, Anomalie-Erkennung und Gruppierung nach gleichzeitigem Auftre-
ten erforderlich.
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Kapitel 2
Geschiftliche Aufgaben und Data-Science-Lésungen

Die Tatsache, dass es sich in beiden Fillen um Betrugserkennung handelt, ist eine
tatsichlich irrefithrende oberflichliche Ahnlichkeit. Wir miissen einen Blick unter
die Oberfliche werfen, um die Struktur der geschiftlichen Aufgabe und die verfiig-
baren Daten zu entdecken und dann geeignete, wissenschaftlich und technologisch
fundierte Data-Mining-Verfahren darauf anwenden. Es ist nicht ungewdhnlich,
dass fiir die Erfiillung geschiftlicher Aufgaben mehrere Data-Mining-Verfahren, oft
verschiedenen Typs, und eine Kombination ihrer Ergebnisse notwendig sind (siehe
Kapitel 11).

2.4.3 Datenaufbereitung

Die Analysemethoden, die wir einsetzen kénnen, sind zwar leistungsfihig, erfor-
dern aber auch, dass die verwendeten Daten gewisse Voraussetzungen erfiillen.
Daten miissen oftmals in einer bestimmten Form vorliegen, die sich von derjeni-
gen unterscheidet, in der sie tiblicherweise bereitgestellt werden, daher ist eine
Konvertierung notwendig. Die Phase der Datenaufbereitung, in der Daten verar-
beitet und in Formen konvertiert werden, die bessere Resultate liefern, geht daher
mit dem Datenverstindnis einher.

Das Konvertieren in Tabellenformate, die Entfernung oder Erginzung fehlender
Werte und die Umwandlung in andere Datenformate sind typische Beispiele fiir
Datenaufbereitungen. Manche Data-Mining-Verfahren sind fiir symbolische und
kategoriale Daten ausgelegt, andere hingegen kénnen nur numerische Werte ver-
arbeiten. Dariiber hinaus miissen numerische Werte oft normalisiert oder skaliert
werden, damit sie vergleichbar sind. Fiir derartige Konvertierungen sind Standard-
verfahren und Faustregeln verfiigbar. In Kapitel 3 stellen wir die beim Data Mining
gebriuchlichsten Formate ausfiihrlicher vor.

Wir werden uns in diesem Buch im Allgemeinen jedoch nicht eingehender mit
Datenaufbereitungsverfahren befassen, die geniigend Stoff fiir ein eigenes Buch
bieten (Pyle, 1999). In den folgenden Kapiteln werden wir elementare Datenfor-
mate definieren und uns ansonsten nur mit Datenaufbereitungsdetails befassen,
wenn sie fundamentale Prinzipien der Data Science erhellen oder um konkrete
Beispiele vorzustellen.

Im Allgemeinen miissen Data Scientists anfangs betrichtliche Zeit daftir auf-
wenden, die Variablen zu definieren, die spiter verwendet werden. Gerade hier
kommen die menschliche Kreativitit, der gesunde Menschenverstand und das
Fachwissen ins Spiel. Die Qualitit einer Data-Mining-Lésung beruht oft darauf,
wie gut die Analysten die Aufgabenstellung strukturieren und die Variablen ge-
stalten (und manchmeal ist es verbliiffend schwierig fiir sie, das zuzugeben).
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Wihrend der Datenaufbereitungsphase ist ein sehr allgemeiner und wichtiger
Punkt zu beachten: Hiiten Sie sich vor sogenannten »Lecks« (Kaufman et al.,
2012). Man spricht von einem Leck, wenn eine Variable in dlteren Daten Auskunft
tiber die Zielvariable gibt — die Informationen also nur in ilteren Daten enthalten
sind, jedoch nicht zum Zeitpunkt der Entscheidungsfindung zur Verfiigung ste-
hen. Ein Beispiel: Wenn man zu einem bestimmten Zeitpunkt versucht vorherzu-
sagen, ob ein Besucher einer Website seine Sitzung beendet oder aber weitersurft,
ist die Variable »Gesamtzahl der in dieser Sitzung besuchten Webseiten« eine Vor-
hersage. Allerdings steht die Gesamtzahl der in der Sitzung besuchten Webseiten
ja erst fest, wenn die Sitzung tatsdchlich beendet wurde (Kohavi et al., 2000) — erst
zu diesem Zeitpunkt wiisste man also den Wert der Zielvariablen! Betrachten Sie
als weiteres anschauliches Beispiel die Vorhersage, ob ein Kunde viel Geld ausge-
ben wird — die Kategorien, zu denen die gekauften Artikel gehéren (oder sogar die
dabei gezahlte Mehrwertsteuer), zu kennen wire sehr praktisch. Sie sind jedoch
zum Zeitpunkt der Entscheidungsfindung unbekannt (Kohavi und Perekh, 2003).
Solche Lecks miissen bei der Datenaufbereitung sorgfiltig beriicksichtigt werden,
da diese typischerweise erst im Nachhinein stattfindet — mit bereits vorhanden
Daten. In Kapitel 14 stellen wir ein Beispiel fur ein Leck aus der Praxis ausfithrli-
cher vor, das wirklich schwer zu finden war.

2.4.4 Modellbildung

Die folgenden Kapitel haben die Modellbildung zum Inhalt, und wir werden an
dieser Stelle nicht niher darauf eingehen. Es sei jedoch erwihnt, dass das Ergeb-
nis der Modellbildung eine Art Modell oder Muster ist, das Gesetzmifligkeiten in
den Daten erfasst.

Data-Mining-Verfahren werden vornehmlich wihrend der Modellbildungsphase
auf die Daten angewendet. Hier ist es wichtig, iiber grundlegende Kenntnisse des
Data Minings zu verfiigen, inklusive der schon vorhandenen Verfahren und Algo-
rithmen, denn in diesem Bereich kommen die wissenschaftlichen Erkenntnisse
und die Technologie am stirksten zum Tragen.

2.4.5 Beurteilung

Das Ziel der Beurteilung ist es, die Ergebnisse des Data Minings griindlich zu
bewerten und Vertrauen darin zu gewinnen, dass sie giiltig und verlisslich sind,
bevor man fortfihrt. In jeder Datenmenge lassen sich Muster erkennen, wenn
man nur will, sie werden einer griindlichen Untersuchung aber vermutlich nicht
standhalten. Wir mochten darauf vertrauen konnen, dass die aus den Daten
gewonnenen Modelle und Muster echte Gesetzmifligkeiten darstellen und nicht
nur Eigenheiten oder Abweichungen vom Muster sind. Es ist zwar machbar, die
Ergebnisse sofort nach dem Data Mining anzuwenden, aber nicht zu empfehlen.
Fiir gewohnlich ist es viel einfacher, weniger aufwendig, schneller und sicherer,
ein Modell zunichst einmal unter kontrollierten Laborbedingungen zu testen.
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